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Dampak pandemi COVID-19 membuat lembaga pendidikan mengubah metode belajar menjadi 
pembelajaran jarak jauh secara daring. Banyak perguruan tinggi menyatakan keprihatinannya 
pada prestasi akademik mahasiswanya selama periode tersebut, namun disisi lain terdapat 
mahasiswa yang merasa puas dan nyaman. Di masa pasca pandemi terjadi transisi bertahap 
untuk kembali ke pembelajaran tatap muka.  Ini dilakukan karena pembelajaran tatap muka 
dianggap lebih efektif dibandingkan pembelajaran daring. Untuk meningkatkan dan memantau 
kemajuan prestasi akademik mahasiswa demi menghasilkan lulusan yang berkualitas, maka 
diperlukan analisis terkait perilaku dan prestasi belajar mahaiswa, salah satunya dengan 
menggunakan teknik data mining. Penelitian ini bertujuan untuk menemukan pola dan faktor 
yang mempengaruhi prestasi akademik mahasiswa saat dan pasca pandemi COVID-19. Chi-
Square dan Mutual Information diterapkan sebagai seleksi fitur untuk menentukan fitur paling 
berpengaruh pada data. Data dengan fitur optimal akan dilakukan klasifikasi dengan algoritma 
NBC, CART, RF, dan SVM. Berdasarkan hasil dan analisis yang dilakukan, dapat disimpulkan 
seleksi fitur efektif dalam meningkatkan kemampuan model dan mempercepat waktu 
komputasi. Pemodelan dengan 4 algoritma dan 2 metode seleksi fitur menghasilkan CART 
dengan Chi-Square pada 2 fitur sebagai model terbaik dengan akurasi 89,00%, precision 
87,72%, recall 93,57% dan waktu komputasi 0,01814s. Dibandingkan tanpa seleksi fitur, 
performa CART dengan Chi-Square mengalami peningkatan akurasi sebesar 3% dan waktu 
komputasi 0,00629s. Chi-Square menjadi seleksi fitur yang efektif pada penelitian ini, yang 
mana Chi-Square unggul pada rara-rata recall dan waktu komputasi dibandingkan Mutual 
Information. 
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1. PENDAHULUAN 

Pendidikan menjadi salah satu bidang yang paling terdampak 
oleh pandemi COVID-19 [1]–[3]. Sebagai langkah darurat, 
lembaga pendidikan merespon dengan cepat untuk terus 
menjalankan fungsinya dengan mengubah metode belajar 
menjadi pembelajaran jarak jauh secara daring [4], [5]. Hal 
tersebut dilakukan untuk membatasi kontak fisik demi 
mengendalikan penyebaran infeksi COVID-19 [2], [5]. Ini 
menjadi tantangan baru karena pembelajaran daring belum 
pernah dipikirkan, direncanakan, dan diinginkan sebelumnya [6], 
terutama di daerah yang belum berkembang [7]. Tercapainya 

pembelajaran daring bergantung pada kualitas belajar yang 
berdampak pada prestasi akademik [8]. Motivasi belajar dan 
keterampilan teknologi menjadi hal yang mendasar selama 
pembelajaran daring [9]. Tidak hanya itu, manajemen waktu, 
komunikasi, kemauan dan keinginan untuk belajar juga menjadi 
aspek yang penting [8], [10]. 
 
Banyak perguruan tinggi telah menyatakan keprihatinannya pada 
prestasi akademik mahasiswanya selama pembelajaran daring, 
terutama bagi daerah yang tidak memiliki akses internet [6], [11] 
serta mahasiswa dengan media belajar yang tidak mendukung 
[12]–[14]. Disisi lain, terdapat mahasiswa yang merasa puas dan 
nyaman dengan aktivitas dan lingkungan pembelajaran daring 
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[5], [15], [16]. Hal tersebut berdasarkan analisis prestasi 
mahasiswa selama COVID-19, ditemukan bahwa prestasi 
beberapa mahasiswa meningkat dibandingkan dengan tahun 
sebelumnya [16], [17]. Namun, ini tidak dapat dijadikan acuan 
karena tingkat kecurangan pembelajaran daring dinilai tinggi 
sehingga mempengaruhi evaluasi pembelajaran [4], [16].  
 
Pada masa pasca pandemi COVID-19, terjadi transisi bertahap 
untuk kembali ke pembelajaran tatap muka dan pada beberapa 
perguruan tinggi masih tetap menerapkan pembelajaran daring 
dibeberapa pelajaran [18]. Transisi ini dilakukan karena 
pembelajaran tatap muka dianggap lebih efektif daripada 
pembelajaran daring [15]. Pembelajaran tatap muka mendorong 
keterlibatan belajar sehingga menghasilkan pembelajaran yang 
sukses, produktif dan bermakna dengan hasil yang lebih baik 
[19]. Metode pembelajaran secara tatap muka masih disukai dan 
dipercaya menjadi metode utama dalam meningkatkan 
keterampilan karena adanya interaksi secara langsung [15].  
 
Dalam beberapa tahun terakhir, telah banyak penelitian yang 
mempelajari tentang analisis perilaku dan prestasi belajar 
mahaiswa [20], salah satunya dengan menggunakan teknik data 
mining [21]–[23]. Ini dilakukan dengan menganalisis dan 
mempelajari pola dari data gaya belajar, perilaku, ataupun 
karakteristik mahasiswa di masa lalu untuk memberikan 
gambaran prestasi belajar di masa mendatang [20], [23]. Dengan 
menggunakan algoritma klasifikasi data mining, hal tersebut 
dapat dicapai dengan sangat baik [21], [22]. Pengetahuan yang 
dihasilkan dapat dimanfaatkan oleh perguruan tinggi untuk 
menyusun strategi pembelajaran demi menghasilkan lulusan yang 
berkualitas [21]–[23]. 
 
Terdapat banyak algoritma klasifikasi pada data mining, beberapa 
yang digunakan pada penelitian ini diantaranya Naïve Bayes 
Classifier (NBC), Classification and Regression Tree (CART), 
Random Forest (RF), dan Support Vector Machine (SVM). NBC 
merupakan algoritma klasifikasi probabilistik sederhana 
berdasarkan teorema Bayes [24]–[26]. Berikutnya, CART adalah 
algoritma berbasis pohon keputusan [27] yang akan 
menghasilkan pohon klasifikasi jika target bertipe kategori dan 
menghasilkan pohon regresi jika target bertipe numerik atau 
kontinu [28], [29]. Kemudian, RF adalah algoritma klasifikasi 
dengan pendekatan ensamble learning berdasarkan Decission 
Tree [26], [30]–[32] yang menciptakan sejumlah pohon 
keputusan saat melakukan proses klasifikasi [26], [30], [33]. 
Sedangkan SVM merupakan algoritma pembelajaran mesin 
berbasis ruang vektor [26], [34] yang efektif dalam menangani 
kasus kumpulan data yang berdimensi tinggi [31]. 
 
Beberapa penelitian sebelumnya pernah menerapkan NBC, 
CART, RF dan, SVM untuk melakukan klasifikasi. Penelitian 
[35] menentuan rehabilitasi narkoba dengan algoritma NBC dan 
KNN menghasilkan NBC sebagai yang terbaik dengan akurasi 
80,55%. Selanjutny, penelitian [27] memprediksi penyakit 
jantung dengan algoritma CART menghasilkan akurasi akurasi 
prediksi 87%. Kemudian, penelitian [32] memprediksi penyakit 
hepatitis menggunakan KNN, NBC SVM, MLP dan RF 
menghasilkan RF sebagai yang terbaik dengan akurasi 
92,41%.Penelitian [36] membandingan NBC dan SVM untuk 
klasifikasi diabetes menghasilkan SVM sebagai algoritma terbaik 
dengan akurasi 82%. 

Selain menerapkan beberapa algoritma klasifikasi, penelitian ini 
juga menerapkan metode seleksi fitur. Seleksi fitur merupakan 
langkah penting dalam pengenalan pola, data mining, dan 
machine learning [37]–[39]. Berbeda dengan teknik reduksi 
dimensi, seleksi fitur tidak menghasilkan kombinasi fitur yang 
baru [40]. Seleksi fitur membuang fitur yang tidak relevan dengan 
mengidentifikas fitur yang optimal tanpa mengubahnya [37], 
[39], [41], [42]. Teknik ini dinilai dapat menghindari overfitting, 
mempercepat komputasi, mengurangi kompleksitas, serta 
meningkatkan kemampuan model [37], [38], [41]–[44]. 
Pemilihan fitur lebih disukai pada beberapa kasus karena 
mempertahankan keaslian dari seluruh fitur saat mengurangi 
jumlah fitur [45]. Namun, menemukan fitur yang optimal tidaklah 
mudah karena dapat terjadi bias atau varians yang tinggi [37]. 
Untuk itu diperlukan metode seleksi fitur yang baik dan sesuai 
dengan data. Adapun beberapa metode seleksi fitur berbasis filter 
yang umum digunakan adalah Chi-Square dan Mutual 
Information [43]. 
 
Chi-square adalah metode statistik yang melakukan uji 
signifikansi data terhadap hubungan antara nilai suatu fitur 
dengan kelas target [46]–[49]. Sedangkan Mutual Informaton 
adalah bentuk umum dari koefisien korelasi yang digunakan 
untuk mengukur ketergantungan antar variabel [37], [43], [46]. 
Penerapan chi-square dan mutual information pernah dilakukan 
oleh beberapa penelitian sebelumnya. Penelitian [50] 
menerapkan seleksi fitur Chi-Square, Relief-F dan SU untuk 
memprediksi penyakit jantung menghasilkan Chi-Square dengan 
BayesNet sebagai yang terbaik dengan akurasi 85,00%. 
Selanjutnya, penelitian [51] mengklasifikasi penyakit hati 
berlemak menggunakan SMO, IBk, AdaBoostM1 dan BF-Tree 
dengan seleksi fitur MI menghasilkan SMO sebagai yang terbaik 
dengan akurasi 95,55% dan sensitivitas 97,77% pada 20 fitur. 
Penelitian [46] memprediksi kanker payudara menggunakan 
seleksi fitur Chi-Square dan MI pada random forest menghasilkan 
akurasi 84,70% dan AUC 0,9023 serta berhasil meningkatkan 
akurasi dibandingkan tanpa seleksi fitur. 
 
Pada penelitian ini akan menerapkan seleksi fitur untuk 
mengetahui dan menentukan fitur optimal pada data dengan Chi-
Square dan Mutual Information. Data dengan fitur optimal akan 
dilakukan pemodelan supervised learning untuk dilakukan 
klasifikasi dengan algoritma NBC, CART, RF, dan SVM. Tujuan 
dari penelitian ini yaitu menemukan pola dan faktor yang 
mempengaruhi prestasi akademik mahasiswa saat dan pasca 
pandemi COVID-19. Selain itu penelitian ini juga bertujuan 
mengetahui metode seleksi fitur efektif dan mengetahui algoritma 
terbaik dalam mengklasifikasi data. Hasil dari penelitian ini 
diharapkan dapat bermanfaat bagi perguruan tinggi dalam 
menyusun strategi pembelajaran untuk meningkatkan dan 
memantau kemajuan prestasi akademik mahasiswa demi 
menghasilkan lulusan yang berkualitas.  

2. METODE 

Setiap tahapan pada penelitian ini gambarkan pada diagram alir 
dimulai dari tahap pengumpulan data hingga analisis dan hasil. 
Data yang digunakan bersumber dari kuesioner dengan target 
responden mahasiswa yang telah mengikuti pembelajaran daring 
saat pandemi dan luring setelah pandemi COVID-19. Penelitian 
ini menerapkan algoritma NBC, CART, RF dan SVM dengan 
seleksi fitur chi-square dan mutual information serta K-Fold 
Cross Validation sebagai teknik pembagian data untuk 
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melakukan klasifikasi. Adapun penerapan seleksi fitur dan 
pemodelan algoritma dilakukan dengan menggunakan Python 
pada Google Colabolatory. 
 

 
Gambar 1. Metodologi Penelitian 

 

2.1. Pengumpulan Data 

Pengumpulan data dilakukan dengan menyebarkan kuesioner 
kepada mahasiswa di beberapa Universitas secara online 
menggunakan google form. Kriteria yang ditetapkan sebagai 
responden yaitu mahasiswa aktif yang telah mengikuti 
pembelajaran daring saat pandemi dan pembelajaran luring 
setelah pandemi COVID-19. 
 

2.2. Preprocessing Data 

Preprocessing merupakan tahapan penting yang bertujuan untuk 
mengubah data menjadi format yang terstruktur sehingga siap 
untuk dianalisis [52]. Beberapa tahapan preprocessing yang 
dilakukan pada penelitian ini adalah menghapus baris dan kolom 
yang tidak relevan, seleksi data, dan melakukan enconding 
dengan mengubah nilai pada data yang bertipe kategorik menjadi 
representasi numerik. 
 

2.3. Seleksi Fitur 

2.3.1. Chi-Square 

Chi-Square merupakan salah satu metode seleksi fitur berbasis 
filter [53], [54]. Chi-square adalah metode statistik yang 
melakukan uji signifikansi data terhadap hubungan antara nilai 
suatu fitur dengan kelas target [46]–[49]. Nilai chi-square yang 
tinggi menunjukkan suatu fitur memiliki hubungan yang 
signifikan dengan kelas target [50], [54]–[57]. Chi-square 

umumnya diterapkan pada data kategori ataupun campuran [37], 
[49], [58]. Berikut adalah persamaan dari chi-square: 
 

𝑥 =  ∑
(  )

        (1) 

 

2.3.2. Mutual Information 

Mutual Information merupakan metode seleksi fitur berbasis 
filter [38], [54], [59], [60]. MI populer karena komputasinya yang 
cepat dan sederhana [54]. MI adalah bentuk umum dari koefisien 
korelasi yang digunakan untuk mengukur ketergantungan antar 
variabel [37], [43], [46]. Nilai MI merepresentasikan derajat 
korelasi antara fitur dan kelas [61]. Semakin tinggi nilai MI, 
semakin tinggi hubungan antara fitur dengan kelas target [61], 
[62]. Metode ini dapat diterapkan pada dependensi linear dan 
non-linear [60], dapat menangani kasus klasifikasi dan regresi, 
serta data yang tidak seimbang [44]. Berikut adalah persamaan 
dari mutual information: 
 
𝐼(𝑋; 𝑌) = 𝐻(𝑋) − 𝐻(𝑋|𝑌)           (2) 
 

2.4. Pembagian Data 

Teknik pembagian data yang digunakan pada penelitian ini 
adalah K-Fold Cross Validation. K-Fold Cross Validation 
merupakan teknik validasi untuk mengevaluasi algoritma 
machine learning pada data yang terbatas dengan membagi data 
secara acak menjadi K bagian [63], [64]. Setiap bagian dari data 
dipilih secara bergantian sebagai data latih dan data uji [63]. 
Kemudian hasil evaluasi diperoleh berdasarkan nilai rata-rata 
untuk memberikan perkiraan kinerja model [63]–[65]. Adapun 
pada penelitian ini menerapkan 10 K-Fold untuk pembagian data.  
 

2.5. Melatih Model 

2.5.1. Naïve Bayes Classifier 

Naïve Bayes Classifier (NBC) merupakan algoritma klasifikasi 
berbasis probabilistik sederhana berdasarkan teorema Bayes 
[24]–[26]. Algoritma NBC menganggap setiap atribut tidak 
memiliki ketergantungan satu sama lain atau independen [24], 
[26], [36], [66].  NBC dapat diterapkan pada atribut numerik dan 
kategorikal [67]. Selain itu, NBC dinilai dapat bekerja dengan 
baik bahkan dalam skenario yang rumit [24]–[26]. 
 

𝑃(𝑋|𝐻) =  
( | ) ( )

( )
       (3) 

 

2.5.2. Classification and Regression Tree 

Classification and Regression Tree (CART) merupakan 
algoritma terbaru dari Decision Tree [27]. Algoritma CART dapat 
menangani fitur bertipe kategori dan kontinu [27], [68] serta 
kasus klasifikasi dan regresi [68], [69]. CART akan menghasilkan 
pohon klasifikasi jika target bertipe kategori dan akan 
menghasilkan pohon regresi jika target bertipe numerik atau 
kontinu [28], [29]. Algoritma CART menggunakan gini index 
untuk membangun pohon keputusan [29], [69], [70]. Setiap node 
mewakili fitur, cabang mewakili nilai dari fitur, dan daun 
mewakili target [71]. 
 

Pengumpulan Data 

Preprocessing Data 

Evaluasi Model 

Analisis dan Hasil 

Selesai 

Mulai 

NBC RF CART SVM 

Melatih Model 

Pembagian Data 

Chi-Square Mutual Information 

Seleksi Fitur 

Tanpa Seleksi Fitur 
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𝐺𝑖𝑛𝑖 (𝐷) = 1 −  ∑ 𝑝        (4) 

 

2.5.3. Random Forest 

Random Forest (RF) adalah algoritma klasifikasi dengan 
pendekatan ensamble learning yang dibangun berdasarkan 
decission tree [26], [30]–[32]. Algoritma ini menciptakan 
sejumlah pohon keputusan saat melakukan proses klasifikasi 
[26], [30], [33]. Hasil klasifikasi pada RF yaitu dengan 
mengambil suara mayoritas dari seluruh pohon keputusan yang 
dihasilkan [33], [52], [72]. Penerapan RF pada pembelajaran 
mesin sangat populer untuk kasus klasifikasi dan regresi [32]. RF 
telah terbukti menjadi algoritma klasifikasi yang andal, fleksibel 
dan efisien dalam berbagai literatur [30], [31]. 
 

2.5.4. Support Vector Machine 

Support Vector Machine (SVM) merupakan algoritma 
pembelajaran mesin berbasis ruang vektor [26], [34]. SVM 
mencari hyperlane terbaik yang memisahkan data dengan margin 
terbesar [31], [32], [72], [73]. Algoritma ini populer untuk tujuan 
klasifikasi dan regresi [32]. SVM bekerja sangat baik untuk 
menyelesaikan masalah linear dan non-linear [73]. Jika kedua 
kelas dapat dipisahkan secara linier, model klasifikasi linier 
diterapkan. Jika tidak, maka model klasifikasi nonlinier yang 
akan diterapkan [57]. Selain itu, SVM efektif dalam menangani 
kasus kumpulan data yang berdimensi tinggi. 
 

2.6. Evaluasi Model 

Model yang efektif harus memiliki akurasi, precision, dan recall 
yang tinggi dengan waktu komputasi yang rendah [74]. Untuk itu 
model harus dievaluasi untuk mengetahui keefektifannya. 
Prosedur evaluasi model klasifikasi dapat dilakukan 
menggunakan confussion matrix [33].  
 
Akurasi merupakan rasio jumlah total prediksi yang dianggap 
benar dengan jumlah total kejadian [66], [75]. 
 

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =       (5) 

 
Precision adalah tingkat ketepatan berdasarkan rasio prediksi 
positif yang benar terhadap jumlah total instance yang diprediksi 
di kelas positif [66]. 
 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =       (6) 

 
Recall atau sensitivitas merupakan proporsi nilai pengamatan 
positif yang diprediksi dengan benar sebagai positif [66], [75]. 
 

𝑅𝑒𝑐𝑎𝑙𝑙 =        (7) 

 

2.7. Analisis dan Hasil 

Tahapan ini menghasilkan informasi dan pengetahuan 
berdasarkan permasalahan yang diteliti, yaitu fitur yang paling 
berpengaruh, kemampuan algoritma supervised learning dalam 
melakukan klasifikasi dan metode seleksi fitur yang efektif pada 
data hasil belajar mahasiswa saat dan pasca pandemi COVID-19. 

3. HASIL 

3.1. Pengumpulan Data 

Pengumpulan data dilakukan dengan menyebarkan kuesioner 
secara online dengan menggunakan google form. Terdapat 17 
pertanyaan utama pada kuesioner dengan 16 pertanyaan akan 
digunakan sebagai fitur dan 1 pertanyaan sebagai kelas target. 
Untuk jumlah responden pada penelitian ini tidak dibatasi, karena 
semakin banyak data maka hasil klasifikasi akan semakin baik. 
Berikut adalah deskripsi dari pertanyaan pada kuesioner yang 
akan digunakan pada penelitian ini. 
 
Tabel 1. Deskripsi Data 

Fitur 
(Atribut) 

Keterangan Kategori 

X0 Nama Lengkap - 

X1 
Cara belajar saat 
pandemi 

0. Mandiri 
1. Diskusi 
2. Mandiri & Diskusi 

X2 
Akses internet saat 
pandemi 

0. Kurang Lancar 
1. Lancar 

X3 
Waktu belajar saat 
pandemi 

0. Jarang 
1. Sering 

X4 
Media belajar saat 
pandemi 

0. Kurang Bagus 
1. Bagus 

X5 
Pemberian tugas saat 
pandemi 

0. Jarang 
1. Sering 

X6 
Pemahaman materi saat 
pandemi 

0. Tidak Paham 
1. Kurang Paham 
2. Paham 

X7 
Lingkungan tempat 
tinggal saat pandemi 

0. Tidak Kondusif  
1. Kondusif 

X8 Waktu tidur saat pandemi 
0. Kurang 
1. Cukup 

X9 
Cara belajar setelah 
pandemi 

0. Mandiri,  
1. Diskusi 
2. Mandiri & Diskusi 

X10 
Akses ke kampus setelah 
pandemi 

0. Dekat 
1. Cukup Jauh 
2. Jauh 

X11 
Waktu belajar setelah 
pandemi 

0. Jarang 
1. Sering 

X12 
Media belajar setelah 
pandemi 

0. Kurang Bagus 
1. Bagus 

X13 
Pemberian tugas setelah 
pandemi 

0. Jarang 
1. Sering 

X14 
Pemahaman materi 
setelah pandemi 

0. Tidak Paham 
1. Kurang Paham 
2. Paham 

X15 
Lingkungan tempat 
tinggal setelah pandemi 

0. Tidak Kondusif 
1. Kondusif 

X16 
Waktu tidur setelah 
pandemi 

0. Kurang 
1. Cukup 

Y 
Indeks Prestasi saat 
pandemi dengan setelah 
pandemi 

0. Menurun 
1. Meningkat 

 
Setelah menyebarkan kuesioner, didapatkan total sebanyak 123 
responden yang telah mengisi kuesioner. Menurut data yang telah 
didapat, diketahui responden merupakan mahasiswa dari 
beberapa Universitas di Riau dan Sumatera. Berikut adalah data 
awal dari hasil kuesioner pada penelitian ini. 
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Tabel 2. Data Awal 

X0 X1 X2 … X16 Y 

Abdul Alim Mandiri Lancar … Kurang Meningkat 

Adyah 
Widiarni  

Mandiri 
& 

Diskusi 

Kurang 
Lancar 

… Kurang Meningkat 

Afifah 
Pendri 

Mandiri 
& 

Diskusi 
Lancar … Kurang Menurun 

Agung 
Permana 

Mandiri 
& 

Diskusi 

Kurang 
Lancar 

… Cukup Meningkat 

Ahmad 
Miftah 

Mandiri 
& 

Diskusi 
Lancar … Kurang Meningkat 

… … … … … … 

Yogi 
Pranata  

Mandiri Lancar … Cukup Meningkat 

 

3.2. Preprocessing Data 

Data yang telah terkumpul kemudian dilakukan preprocessing 
dengan menghapus baris dan kolom yang tidak relevan. Tahap 
selanjutnya adalah melakukan seleksi data dengan mengambil 
100 dari 123 baris data. Hal ini bertujuan untuk menyeimbangkan 
jumlah kelas target pada data untuk mencegah model overfitting. 
Terakhir yaitu melakukan perubahan bentuk data dengan teknik 
label encoder agar data dapat diterima oleh model machine 
learning.  
 
Tabel 3. Hasil Preprocessing Data 

X1 X2 X3 X4 … X16 Y 

0 1 0 0 … 0 1 

2 0 0 0 … 0 1 

2 1 1 1 … 0 0 

2 0 0 0 … 1 1 

2 1 0 1 … 0 1 

… … … … … … … 

0 1 0 1 … 1 1 

 

3.3. Pembagian Data 

Penerapan K-Fold Cross Validation sebagai pembagian data 
dikarenakan teknik ini sangat baik dalam membagi data yang 
berukuran kecil, hal tersebut sesuai dengan ukuran data pada 
penelitian ini. Nilai umum yang digunakan pada K-Fold Cross 
Validation adalah 5 atau 10, karena nilai tersebut telah 
ditunjukkan secara empiris tidak mengalami bias dan varians 
yang tinggi. Untuk itu pada penelitian ini menggunakan 10 K-
Fold sebagai teknik pembagian data. 
 

3.4. Seleksi Fitur dengan Chi-Square 

Implementasi seleksi fitur dengan chi-square menghasilkan 
beberapa fitur yang paling berpengaruh pada data, 3 diantaranya 
yaitu pemahaman materi setelah pandemi, waktu belajar setelah 
pandemi, dan pemahaman materi saat pandemi. Pada chi-square, 
terdapat beberapa cara yang sering digunakan untuk memilih fitur 
pada pemodelan yaitu dengan melalukan pengujian satu-persatu 
pada jumlah fitur [76] ataupun dengan menggunakan nilai chi-
score dan p-value [74]. Semakin kecil nilai p-value menunjukkan 

semakin berpengaruh suatu fitur terhadap data, sedangkan chi-
score adalah sebaliknya. 
 
Umumnya pada penelitian yang menggunakan p-value untuk 
memilih fitur menetapkan nilai < 0,01 atau < 0,05 sebagai 
threshold [74]. Pada penelitian ini menetapkan p-value < 0,05 
sebagai threshold dan juga akan melakukan pengujian satu-
persatu berdasarkan persentase jumlah fitur (cut-off). Hal ini 
dilakukan agar dapat memilih kombinasi dan jumlah fitur yang 
paling optimal pada data sehingga menghasilkan model dengan 
kemampuan yang baik. Adapun nilai persentase cut-off yang 
digunakan yaitu 25%, 50% dan 75% dari jumlah fitur berdasarkan 
urutan chi score dan p-value teratas [76]. 
 
Tabel 4. Hasil Seleksi Fitur dengan Chi-Square 

No Fitur Chi Score P-Value 

1 X14 8,582 0,003 

2 X11 3,918 0,048 

3 X6 0,924 0,336 

4 X15 0,591 0,442 

5 X2 0,399 0,528 

6 X4 0,394 0,530 

7 X13 0,323 0,570 

8 X10 0,294 0,588 

9 X9 0,216 0,642 

10 X8 0,082 0,774 

11 X12 0,072 0,788 

12 X5 0,050 0,822 

13 X7 0,029 0,865 

14 X1 0,018 0,892 

15 X3 0,018 0,895 

16 X16 0,006 0,939 

 

3.5. Seleksi Fitur dengan Mutual Information 

Seleksi fitur dengan mutual information menghasilkan beberapa 
fitur yang paling berpengaruh pada data. Pada 3 teratas 
menghasilkan fitur yang tidak jauh berbeda dengan chi-square 
yaitu pemahaman materi setelah pandemi, cara belajar setelah 
pandemi, dan pemahaman materi saat pandemi. Beberapa cara 
umum yang digunakan untuk memilih fitur pada mutual 
information yaitu dengan melalukan pengujian satu-persatu pada 
setiap fitur dan dengan menggunakan nilai mutual information 
score (MI-score) [51]. Semakin tinggi nilai MI-score 
menunjukkan semakin berpengaruh suatu fitur terhadap data [77]. 
Pada penelitian ini akan menggunakan MI-score > 0,037 sebagai 
threshold dan juga akan melakukan pengujian satu-persatu 
berdasarkan persentase jumlah fitur (cut-off). Adapun nilai 
persentase yang digunakan sama seperti pada chi-square yaitu 
25%, 50% dan 75% dari jumlah fitur berdasarkan urutan MI-
score teratas [78]. 
 

3.6. Melatih Model 

3.6.1. Pemodelan Tanpa Seleksi Fitur 

Pemodelan algoritma dengan NBC, RF, CART, dan SVM tanpa 
seleksi fitur menghasilkan SVM sebagai model terbaik dengan 
akurasi 89,00%, precision 87,72%, dan recall 93,57%. Dalam hal 
komputasi, SVM berada pada urutan ketiga, dibawah CART dan 
NBC dengan waktu 0,03207s. Perbedaan kinerja yang dihasilkan 
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oleh model disebabkan oleh perbedaan karakteristik dari masing-
masing algoritma dalam mengklasifikasikan data. Hasil 
pemodelan setiap algoritma tanpa seleksi fitur dapat dilihat pada 
tabel 6. 
 
Tabel 5. Hasil Seleksi Fitur dengan Mutual Information 

No Fitur MI-Score 

1 X14 0,3364 

2 X9 0,0373 

3 X6 0,0370 

4 X11 0,0357 

5 X15 0,0226 

6 X1 0,0112 

7 X10 0,0082 

8 X13 0,0048 

9 X4 0,0047 

10 X2 0,0038 

11 X5 0,0021 

12 X12 0,0017 

13 X8 0,0008 

14 X7 0,0003 

15 X3 0,0001 

16 X16 0,0001 

 
Tabel 6. Evaluasi Model Tanpa Seleksi Fitur 

Model 
Accuracy 

(%) 
Precision 

(%) 
Recall 

(%) 
Komputasi 

(s) 

NBC 85,00% 88,20% 85,71% 0,02422s 

RF 87,00% 87,58% 92,32% 0,32561s 

CART 86,00% 87,17% 89,82% 0,02172s 

SVM 89,00% 87,72% 93,57% 0,03207s 

 

3.6.2. Pemodelan dengan Seleksi Fitur Chi-Square 

Berdasarkan hasil pemodelan dengan seleksi fitur chi-square, 
diketahui bahwa jumlah fitur sangat mempengaruhi kemampuan 
algoritma, namun hal tersebut tidak terlalu berpengaruh pada 
SVM. Model SVM memiliki kemampuan yang sama walaupun 
dengan kombinasi dan jumlah fitur yang berbeda berdasarkan 
nilai akurasi, precision dan recall, namun memiliki pengaruh dan 
perbedaan dalam hal waktu komputasi. Jumlah fitur yang lebih 
sedikit membuat waktu komputasi jauh lebih cepat pada setiap 
algoritma yang diterapkan. Berikut adalah hasil pemodelan 
dengan uji coba jumlah dan kombinasi fitur pada chi-square. 
 

Tabel 7. Evaluasi Model dengan Seleksi Fitur Chi-Square
Threshold 

(Jumlah Fitur) 
Model Accuracy (%) Precision (%) Recall (%) 

Waktu 
Komputasi (S) 

P-Value 0,05 
 (2 Fitur) 

NBC 89,00% 87,72% 93,57% 0,01685s 

RF 89,00% 87,72% 93,57% 0,22561s 

CART 89,00% 87,72% 93,57% 0,01543s 

SVM 89,00% 87,72% 93,57% 0,02063s 

25%  
(4 Fitur) 

NBC 86,00% 88,20% 87,38% 0,01821s 

RF 89,00% 87,72% 92,14% 0,27847s 

CART 89,00% 87,72% 93,57% 0,01615s 

SVM 89,00% 87,72% 93,57% 0,02182s 

50%  
(8 Fitur) 

NBC 86,00% 88,20% 87,38% 0,02054s 

RF 86,00% 87,84% 87,14% 0,29126s 

CART 86,00% 87,17% 89,82% 0,01783s 

SVM 89,00% 87,72% 93,57% 0,02842s 

75%  
(12 Fitur) 

NBC 85,00% 88,20% 85,71% 0,02237 

RF 84,00% 87,20% 83,63% 0,30277 

CART 86,00% 87,17% 89,82% 0,01959 

SVM 89,00% 87,72% 93,57% 0,02939 

 
Implementasi seleksi fitur dengan chi-square dengan uji coba 
jumlah dan kombinasi fitur menghasilkan beberapa model 
terbaik. Model dengan 2 dan 4 fitur menghasilkan CART sebagai 
yang terbaik. Model CART dengan 2 fitur memiliki akurasi 
89,00%, precision 87,72%, recall 93,57% dan waktu komputasi 
0,01543s, sedangkan pada 4 fitur memiliki akurasi 89,00%, 
precision 87,72%, recall 93,57% dan waktu komputasi 0,01615s. 
Selanjutnya pada 8 dan 12 fitur menghasilkan SVM sebagai yang 
terbaik. Model SVM dengan 8 fitur memiliki akurasi 89,00%, 
precision 87,72%, recall 93,57% dan waktu komputasi 0,02842s, 
sedangkan pada 8 fitur memiliki akurasi 89,00%, precision 
87,72%, dan waktu komputasi 0,02939s. 
 

3.6.3. Pemodelan dengan Seleksi Fitur Mutual 
Information 

Penerapan mutual information sebagai seleksi fitur pada setiap 
algoritma menghasilkan kemampuan yang tidak berbeda jauh 
dengan chi-square. Beberapa perbedaan diantaranya adalah pada 
model NBC dengan 2 fitur terjadi penurunan performa, namun 
pada 4 fitur terjadi peningkatan. Kemudian pada model RF 
dengan 4 dan 8 fitur mengalami penurunan, sedangkan pada 12 
fitur mengalami peningkatan. Selain itu, jumlah dan kombinasi 
fiur kembali tidak mempengaruhi performa SVM dalam hal 
akurasi, precision dan recall seperti pada chi-square, namun tetap 
memiliki pengaruh dan perbedaan terhadap waktu komputasi. 
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Hasil uji coba pemodelan dengan seleksi fitur mutual information 
dapat dilihat pada tabel 8. 
 
Tabel 8. Evaluasi Model dengan Seleksi Fitur Mutual Information 

Threshold 
(Jumlah Fitur) 

Model Accuracy (%) Precision (%) Recall (%) 
Waktu 

Komputasi (S) 

MI Score 0,037 
(2 Fitur) 

NBC 88,00% 87,72% 90,24% 0,01708s 

RF 89,00% 87,72% 93,57% 0,27654s 

CART 89,00% 87,72% 93,57% 0,01685s 

SVM 89,00% 87,72% 93,57% 0,01987s 

25%  
(4 Fitur) 

NBC 87,00% 87,31% 90,48% 0,01804s 

RF 88,00% 87,72% 90,24% 0,28075s 

CART 89,00% 87,72% 93,57% 0,01734s 

SVM 89,00% 87,72% 93,57% 0,02157s 

50%  
(8 Fitur) 

NBC 86,00% 88,20% 87,38% 0,02110s 

RF 84,00% 87,17% 83,12% 0,29319s 

CART 86,00% 87,17% 89,82% 0,01829s 

SVM 89,00% 87,72% 93,57% 0,02883s 

75% 
 (12 Fitur) 

NBC 85,00% 88,20% 85,71% 0,02221s 

RF 87,00% 88,99% 86,49% 0,31084s 

CART 86,00% 87,17% 89,82% 0,01956s 

SVM 89,00% 87,72% 93,57% 0,03054s 

 
 
Dari hasil seleksi fitur dengan mutual information terdapat 
beberapa model terbaik berdasarkan kombinasi dan jumlah fitur 
yang ditetapkan. Pada 2 dan 4 fitur menghasilkan CART sebagai 
model yang terbaik. Model CART dengan 2 fitur memiliki 
akurasi 89,00%, precision 87,72%, recall 93,57% dan waktu 
komputasi 0,01685s, sedangkan pada 4 fitur memiliki akurasi 
89,00%, precision 87,72%, recall 93,57% dan waktu komputasi 
0,01734s. selanjutnya pada 8 dan 12 fitur menghasilkan SVM 
sebagai yang terbaik. Model SVM dengan 8 fitur memiliki 
akurasi 89,00%, precision 87,72%, recall 93,57% dan waktu 
komputasi 0,02883s. Sedangkan pada 12 fitur memiliki akurasi 
89,00%, precision 87,72%, recall 93,57% dan waktu komputasi 
0,03054s. 

4. PEMBAHASAN 

4.1. Menentukan Model Terbaik 

Berdasarkan implementasi seleksi fitur yang digunakan pada 
penelitian ini menunjukkan bahwa kemampuan algoritma 
mengalami peningkatan dibandingkan tanpa seleksi fitur 
terutama dalam hal akurasi, namun tidak pada SVM.  Model 
SVM dengan dan tanpa seleksi fitur menghasilkan akurasi yang 
sama yaitu 89,00%. Ini menunjukkan bahwa SVM memiliki 
kemampuan klasifikasi yang baik walaupun dengan data 
berdimensi besar. Peningkatan akurasi tertinggi terjadi pada 
model NBC dengan seleksi fitur chi-square yaitu sebesar 4%. 
Grafik perbandingan akurasi setiap algoritma dapat dilihat pada 
gambar 2. 
 

 
Gambar 2. Model Terbaik Berdasarkan Akurasi  

 
Selain meningkatkan akurasi, penerapan seleksi fitur juga 
mempercepat waktu komputasi. Model CART dengan chi-square 
menjadi yang tercepat dalam hal rata-rata waktu komputasi 
dibandingkan model lainnya yaitu 0,01543s. Sedangkan Model 
RF memiliki waktu komputasi terlama dengan waktu komputasi 
tercepat yaitu 0,27654s.  
 

NBC RF CART SVM

All Features 85.00% 87.00% 86.00% 89.00%

CS 89.00% 89.00% 89.00% 89.00%

MI 88.00% 89.00% 89.00% 89.00%

83.00%
84.00%
85.00%
86.00%
87.00%
88.00%
89.00%
90.00%

Model Terbaik Berdasarkan Akurasi 
Tertinggi Pada Setiap Algoritma

All Features CS MI
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Gambar 3. Model Terbaik Berdasarkan Waktu Komputasi  

 

4.2. Menentukan Seleksi Fitur yang Efektif 

Untuk menentukan seleksi fitur yang efektif pada penelitian ini, 
perlu dilakukan perbandingan rata-rata performa model pada 
setiap metode. Berdasarkan rata-rata akurasi, chi-square dan 
mutual information memiliki nilai yang sama, yaitu pada NBC 
sebesar 86,20%, RF sebesar 87,00%, CART sebesar 87,20% dan 
SVM sebesar 89,00%. Hal ini menunjukkan bahwa kedua metode 
memiliki kemampuan dan efektifitas yang sama berdasarkan rata-
rata akurasi. 
 

 
Gambar 4. Seleksi Fitur Terbaik Berdasarkan Rata-rata Akurasi  
 
Selanjutnya berdasarkan nilai precision, chi-square lebih baik 
dibandingkan mutual information terutama pada model NBC, 
namun pada RF adalah sebaliknya. Selain itu, kedua metode pada 
model CART dan SVM memiliki rata-rata yang sama. Dengan 
begitu, kedua metode dapat dikatakan efektif berdasarkan rata-
rata precision tergantung dari algoritma yang digunakan. 
 

 
Gambar 5. Seleksi Fitur Terbaik Berdasarkan Rata-rata 

Precision  
 
Kemudian pada rata-rata recall, chi-square sedikit lebih unggul 
daripada mutual information terutama pada model NBC dan RF. 
Sedangkan pada model CART dan SVM kedua metode sama 
baiknya.  Maka dari itu, dapat dikatakan bahwa chi-square lebih 
unggul dibandingkan mutual information berdasarkan rata-rata 
recall. 
 

 
Gambar 6. Seleksi Fitur Terbaik Berdasarkan Rata-rata Recall  

 
Terakhir adalah membandingkan rata-rata waktu komputasi pada 
kedua metode. Berdasarkan hasil percobaan, chi-square unggul 
disetiap pemodelan. Hal ini mengindikasikan bahwa chi-square 
lebih baik dibanding mutual information dalam hal rata-rata 
waktu komputasi.  
  

NBC RF CART SVM

All Features 0.02422 0.32561 0.02172 0.03207

CS 0.01685 0.22561 0.01543 0.02063

MI 0.01708 0.27654 0.01685 0.01987

0
0.05
0.1

0.15
0.2

0.25
0.3

0.35

Model Terbaik Berdasarkan  Waktu 
Komputasi Tercepat

All Features CS MI

NBC RF CART SVM

CS 86.20% 87.00% 87.20% 89.00%

MI 86.20% 87.00% 87.20% 89.00%

84.00%
85.00%
86.00%
87.00%
88.00%
89.00%
90.00%

Seleksi Fitur Terbaik Berdasarkan 
Rata-rata Akurasi Tertinggi

CS MI

NBC RF CART SVM

CS 88.10% 87.61% 87.39% 87.72%

MI 87.93% 87.84% 87.39% 87.72%

87.00%
87.20%
87.40%
87.60%
87.80%
88.00%
88.20%

Seleksi Fitur Terbaik Berdasarkan 
Rata-rata Precision Tertinggi

CS MI

NBC RF CART SVM

CS 87.95% 89.76% 91.32% 93.57%

MI 87.90% 89.15% 91.32% 93.57%

84.00%

86.00%

88.00%

90.00%

92.00%

94.00%

Seleksi Fitur Tebaik Berdasarkan 
Rata-rata Recall Tertinggi

CS MI
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Gambar 7. Seleksi Fitur Terbaik Berdasarkan Rata-rata Waktu 

Komputasi  

 
Dari perbandingan yang dilakukan berdasarkan rata-rata akurasi, 
precision, recall dan waktu komputasi, dapat disimpulkan chi-
square adalah metode seleksi fitur yang efektif dibandingkan 
mutual information pada penelitian ini. Hal ini dikarenakan chi-
square unggul dalam hal rata-rata recall dan waktu komputasi. 
Hasil perbandingan metode seleksi fitur chi-square dan mutual 
information dapat dilihat pada tabel 9. 
 
 
 
 
 
 
 
 

 
Tabel 9. Hasil Perbandingan Metode Seleksi Fitur 

Aspek 
Penilaian 

Chi-Square Mutual Information 

NBC RF CART SVM NBC RF CART SVM 

Accuracy - - - - - - - - 

Precision V - - - - V - - 

Recall V V - - - - - - 

Komputasi V V V V  -  -  - - 

5. KESIMPULAN 

Berdasarkan hasil dan analisis dari penelitian yang dilakukan, 
dapat disimpulkan seleksi fitur efektif dalam meningkatkan 
kemampuan model dan mempercepat waktu komputasi. 
Implementasi seleksi fitur dengan chi-square menghasilkan 3 
atribut yang paling berpengaruh pada data yaitu pemahaman 
materi setelah pandemi, waktu belajar setelah pandemi dan 
pemahaman materi setelah pandemi. Sedangkan 3 atribut paling 
berpengaruh pada seleksi fitur dengan mutual information yaitu 
pemahaman materi setelah pandemi, cara belajar setelah 
pandemi, dan pemahaman materi saat pandemi. Selain itu, 
berdasarkan pemodelan dengan 4 algoritma dan 2 metode seleksi 
fitur, menghasilkan CART dengan chi-square menggunakan 2 
fitur sebagai model terbaik dengan akurasi 89,00%, precision 
87,72%, recall 93,57% dan waktu komputasi 0,01814s. 
Dibandingkan tanpa seleksi fitur, performa CART dengan chi-
square mengalami peningkatan akurasi sebesar 3% dan waktu 
komputasi 0,00629s. Chi-square menjadi seleksi fitur yang 
efektif pada penelitian ini, yang mana chi-square unggul pada 
rara-rata recall dan waktu komputasi dibandingkan mutual 
information pada pemodelan. 
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